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Sistema de prediccion aerodinamica para automoviles
basado en redes neuronales convolucionales*
Aerodynamic prediction system for automobiles
based on convolutional neural networks
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Estudiante, IES Margarita Salas, Majadahonda, Madrid

Este estudio propone un sistema de prediccion aerodindmica para automdviles basado en redes neuronales con-
volucionales (CNN) como alternativa eficiente a la dindmica de fluidos computacional (CFD). La investigacion
busca predecir campos de velocidad, presion y coeficientes de resistencia aerodindmica, reduciendo significativa-
mente costos computacionalesy de tiempo. Para ello, se disefiaron dos modelos de CNN, utilizando bases de datos
de perfiles aerodinamicos y simulaciones CFD. La metodologia incluyo el procesamiento de imdgenes y datos
geométricos de vehiculos para entrenar los modelos, implementados con Python y librerias especializadas como
Keras. El primer modelo predice campos de presién y velocidad a partir de funciones de distancia con signo (SDF)
mediante una arquitectura U-Net. El segundo estima coeficientes de drag a partir de imdgenes en formato simpli-
ficado. Ambos modelos fueron entrenados y evaluados empleando técnicas avanzadas de validacidon cruzada y
ajustes de hiperparametros. Los resultados muestran una tasa de error promedio del 5,25% en los modelos, con
reducciones del tiempo de cédlculo de hasta 1/160 comparado con CFD. Ademds, los sistemas presentan una alta
capacidad de generalizacion, permitiendo su aplicacion a diferentes configuraciones de vehiculos. En conclusion,
este enfoque optimiza el disefio aerodinamico, ofreciendo una herramienta escalable y sostenible para la industria
automotriz. Futuros trabajos explorardn su integracion en otras industrias, asi como mejoras en las bases de datos
y modelos para abordar problemas mas complejos.

Palabras clave: aerodindmica, redes neuronales convolucionales, dindmica de fluidos, coeficiente de resistencia,
inteligencia artificial.

This study proposes an aerodynamic prediction system for automobiles based on Convolutional Neural Networks
(CNN) as an efficient alternative to Computational Fluid Dynamics (CFD). The research aims to predict velocity
fields, pressure fields, and drag coefficients, significantly reducing computational costs and time. Two CNN mo-
dels were developed using databases of aerodynamic profiles and CFD simulations. The methodology included
processing vehicle geometry data and images to train the models, implemented in Python with specialized libra-
ries like Keras. The first model predicts pressure and velocity fields from signed distance functions (SDF) using a
U-Net architecture. The second estimates drag coefficients from simplified image formats. Both models were trai-
ned and evaluated using advanced cross-validation techniques and hyperparameter tuning. The results demons-
trate an average error rate of 5.25% in the models, with computation time reductions of up to 1/160 compared to
CFD. Additionally, the systems exhibit high generalization capabilities, allowing application to various vehicle
configurations. In conclusion, this approach optimizes aerodynamic design, offering a scalable and sustainable
tool for the automotive industry. Future work will explore its integration into other industries, as well as enhan-
cements to databases and models to address more complex challenges.
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Introduccion

La dindmica de fluidos, disciplina que estudia el com-
portamiento entre fluidos y cuerpos en movimiento, es
una de las ramas de la fisica que mas se ha desarrollado
en las dltimas décadas. En gran medida, este acelerado
desarrollo se debe a la dindmica de fluidos computacio-
nal (CFD), la cual permite realizar analisis pormenoriza-
dos del flujo de los fluidos desde un ordenador. No obs-

tante, esta todavia supone un alto coste tanto compu-
tacional como especialmente de tiempo. Similarmente,
la mayor eficiencia derivada de la inteligencia artificial,
ademas de haberse traducido en su reciente auge, supone
y ha supuesto una revolucion en la metodologia de reso-
lucion de problemas. En este sentido, diversas publica-
ciones cientificas han mostrado avances prometedores
en la aplicacién de sistemas basados en inteligencia arti-
ficial a la prediccidn del flujo de los fluidos, reduciendo
drasticamente el coste computacional. De manera mds
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mediante una ponencia en la cuarta edicion del certamen, que tuvo lugar en Tudela, Navarra, los dias 10, 11 y 12 de julio de 2024.
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significativa, los sistemas de prediccion basados en inte-
ligencia artificial suponen una reduccion del tiempo re-
querido de un orden de magnitud 1/160 frente a las simu-
laciones de CFD, alcanzando una tasa de error media de
tan solo 5,25% (Xiaofeng Cao, 2023). Todo lo que mejora,
en ultima instancia, la eficiencia y agiliza la toma de de-
cisiones.

Por otro lado, el 25 de septiembre de 2015 los 193 esta-
dos miembros de las Naciones Unidas acordaron los Ob-
jetivos de Desarrollo Sostenible (ODS), objetivos que
pretenden abordar los principales desafios globales. En
ellos se hace un especial hincapié en la proteccion del
medioambiente, de ahi, que reconociendo la excepciona-
lidad de la situacién y el papel fundamental de una buena
optimizacion de los recursos para reducir el impacto cli-
matico de la industria, este proyecto se refiera a la meta
9.4, modernizar la infraestructura y reconvertir las in-
dustrias para que sean sostenibles, utilizando los recur-
sos con mayor eficacia y promoviendo la adopcion de tec-
nologias y procesos industriales limpios y ambiental-
mente racionales.

Para ello, en el presente proyecto se presenta un sis-
tema de prediccion de los campos de fluidos y coeficien-
tes de resistencia aerodinamica de automoviles, elemen-
tos clave en su disefio aerodindmico, basado en redes
neuronales convolucionales que coadyuve a una optimi-
zacidn en el uso de los recursos.

Hipdtesis y objetivos

Este proyecto tiene como objetivo central el desarrollo
de un sistema de prediccion basado en redes neuronales
convolucionales para optimizar y acelerar el estudio del
comportamiento de los fluidos al entrar en contacto con
un automovil. Asimismo, entre los objetivos especificos
de este proyecto se encuentran:

o Examinar los principios fisicos que determinan el
comportamiento de los fluidos en relacién con los
automdviles.

o Estudiar el funcionamiento de la dindmica de flui-
dos computacional.

e Analizar los fundamentos y funcionamiento de la
inteligencia artificial y de las redes neuronales con-
volucionales.

Como hipétesis, se estima que la inteligencia artificial
va a ser capaz de predecir los parametros y caracteristicas
aerodindmicas de un vehiculo.

La dindmica de fluidos, disciplina que estudia el com-
portamiento entre fluidos y cuerpos en movimiento, es
una de las ramas de la fisica que mas se ha desarrollado
en las dltimas décadas. En gran medida, este acelerado
desarrollo se debe a la dindmica de fluidos computacio-
nal (CFD), la cual permite realizar andlisis pormenoriza-
dos del flujo de los fluidos desde un ordenador. No obs-
tante, esta todavia supone un alto coste tanto compu-
tacional como especialmente de tiempo. Similarmente,
la mayor eficiencia derivada de la inteligencia artificial,
ademads de haberse traducido en su reciente auge, supone
y ha supuesto una revolucion en la metodologia de reso-
lucién de problemas. En este sentido, diversas publica-
ciones cientificas han mostrado avances prometedores
en la aplicacidn de sistemas basados en inteligencia arti-
ficial a la prediccién del flujo de los fluidos, reduciendo
drasticamente el coste computacional. De manera mds
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significativa, los sistemas de prediccion basados en inte-
ligencia artificial suponen una reduccion del tiempo re-
querido de un orden de magnitud 1/160 frente a las simu-
laciones de CFD, alcanzando una tasa de error media de
tan solo 5,25% (Xiaofeng Cao, 2023). Todo lo que mejora,
en ultima instancia, la eficiencia y agiliza la toma de de-
cisiones.

Marco Teorico
Principio de Bernoulli

El principio de Bernoulli, principio que rige el compor-
tamiento aerodindmico de cualquier automévil, sostiene
que, en un fluido ideal, esto es, sin viscosidad ni rozami-
ento, la energia se conserva. Esta energia se divide en:
energia cinética (producto del movimiento), energia po-
tencial (producto de la altura) y energia de flujo (producto
de la presion que posee). De ahi, que un incremento en la
velocidad de un fluido se traduzca en la disminucién de
su presidn o energia potencial, estableciendo de este
modo la relacion entre la velocidad y presién de un fluido.
Aun cuando el principio de Bernoulli se formulara en re-
lacién con fluidos incompresibles sin viscosidad, este pro-
porciona una buena aproximacién para aquellos que pre-
senten algun tipo de viscosidad, como el aire. Mds aun, en
el caso de un automévil, la energia potencial se puede des-
preciar, simplificando la ecuacidn:

V2
pT+ p = cte

Donde:

p es la presion estdtica (Pa).

V es la velocidad del fluido (m/s).
p es la densidad del aire (kg/m3).

Efecto Coanda

El efecto Coandd, fenémeno fisico propio de los fluidos,
describe la tendencia de los fluidos a adherirse y perma-
necer adheridos a la superficie del solido con el que con-
tactan, adaptdandose a la curvatura que éste presente si-
empre que el cambio no sea pronunciado en exceso. El
efecto se fundamenta en el principio de Bernoulli, concre-
tamente, en que la mayor velocidad de un fluido lleva aso-
ciada una zona de menor presién. No obstante, en ultima
instancia, sera la mayor presion externa la que fuerce al
fluido a adherirse contra el cuerpo, persistiendo el efecto
en el tiempo (Kee, 2001).

Tercera Ley de Newton

La Tercera Ley de Newton, sostiene que, si un cuerpo A
ejerce una fuerza sobre un cuerpo B, este ejerce a su vez
una fuerza de igual moédulo y direccién, pero de sentido
contrario sobre A. En el caso de un automdvil y el perfil
aerodinamico correspondiente a su aleron trasero (Figura
1), se puede observar como el aire es desviado hacia arriba
debido a la geometria del perfil. Como consecuencia y de
acuerdo con la Tercera Ley de Newton, el aleron (Figura
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2) sera empujado hacia abajo, generando carga aero-
dindmica por el gradiente de presiones (Benson, 2021).

Figura 1. Perfil aerodinamico de un vehiculo.
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Fuente. Wikimedia Commons.

Figura 2. Aleron trasero de un monoplaza.

Fuente. Wikimedia Commons.

Fuerzas aerodinamicas actuando en un vehiculo

Las fuerzas aerodindamicas que actuan en un vehiculo en
movimiento resultan de la interaccion del vehiculo con el
aire y del diferencial de velocidad y presiones entre am-
bos, y si bien no tienen una fuente unica, son producto de
los fenémenos y principios fisicos descritos anterior-
mente. Las fuerzas son: la sustentacién, carga aero-
dindmica y la resistencia aerodinamica al avance (Figura
3) (Osma, 2019).

Figura 3. Fuerzas aerodinamicas actuando en un
vehiculo.
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Fuente. Elaboracion propia.

La sustentacidn o lift es la fuerza mecanica que surge de
la interaccion entre un fluido en movimiento y un cuerpo.
Esta actta en el centro de presiones del objeto, con una
direccion perpendicular al flujo del fluido y sentido con-
trario al de la gravedad. No obstante, en el caso de los au-
tomdviles, en especial en los de competicion, se pretende
generar la fuerza opuesta a la sustentacidn, esto es, la
carga aerodindmica o downforce (Osma, 2019; Hall, 2022).
A continuacidn, se indica la expresion empleada para cal-
cular el lift de un vehiculo.
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1
L =5pACV?

Donde:

L es el lift (N).

p es la densidad del aire (kg/m3).

A es el drea frontal del vehiculo (m?).

C1 es el coeficiente de lift, (pardmetro adimensional depen-
diente de las condiciones del fluido y geometria del
vehiculo).

V es la velocidad del fluido (m/s).

La resistencia aerodindmica al avance o drag es la fuerza
mecdnica que se opone al movimiento longitudinal del
vehiculo a través del aire. Asimismo, esta es de especial
relevancia en la actualidad, ya que un buen disefio aero-
dindmico que consiga reducir el drag se traduce en
vehiculos con un consumo de combustible un 9% menor
(Mohamed-Kassim & Filippone, 2010). El drag se origina
como consecuencia directa del diferencial de velocidad
entre el vehiculo en cuestién y el aire, y se descompone en
tres fuentes principales:

e Drag parasito: dentro del drag parasito se distinguen
dos fuentes. Primeramente, el drag derivado de la
friccion del fluido se origina en la capa limite del aire
debido a su viscosidad y al rozamiento derivado de
su friccion y la superficie del vehiculo. Por otro lado,
el drag de forma depende de la geometria o forma
del vehiculo y su aparicién va estrechamente ligada
al efecto Coanda. En ultima instancia, es el diferen-
cial de presion resultante entre la parte delantera
(mayor) y trasera del vehiculo (menor), el que ge-
nera una fuerza que se opone a su movimiento
(Osma, 2019).

e Drag inducido o drag derivado de la sustentacion:
surge por los vortices de aire moviéndose de las zo-
nas de mayor presion a las de menor. (Osma, 2019).

A continuacion, se indica la expresiéon empleada para
calcular el drag

1
D =5 pAC,V*

Donde:

D es el drag (N).

p es la densidad del aire (kg/m3).

A es el drea frontal del vehiculo (m?).

Cpes el coeficiente de drag (pardmetro adi-
mensional dependiente de las condiciones
del fluido y geometria del vehiculo).

V es la velocidad del fluido (m/s).

Dindamica de Fluidos Computacional

La dindmica de fluidos computacional (CFD, Computa-
tional Fluid Dynamics), permite predecir el comportami-
ento de los fluidos y sus propiedades fisicas asociadas,
como la velocidad, presion, viscosidad, densidad o tempe-
ratura alrededor de un cuerpo. Debido a su complejidad,
toda prediccion mediante CFD consta de 3 fases: prepro-
cesamiento, resolucion y postprocesamiento. Durante el
preprocesamiento se realiza el mallado del cuerpo a ana-
lizar y se definen unas condiciones generales de funciona-
miento. Posteriormente, en la segunda fase, las propieda-
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des fisicas y parametros son calculados mediante la reso-
lucion iterativa de un conjunto de ecuaciones parciales no
lineales, conocidas como ecuaciones Navier-Stokes (Sims-
cale, 2023). Por dltimo, una vez las ecuaciones han sido
resueltas y si el programa ha encontrado una solucién, en
la tercera fase, los resultados se pueden analizar numéri-
camente o visualizar como campos de velocidad, presion
y flujo. No obstante, a pesar de la precision en los analisis
de la dindmica de fluidos computacional, esta supone un
coste computacional y de tiempo muy elevado.

Inteligencia Artificial

La inteligencia artificial es el campo que pretende resol-
ver problemas relacionados con el tratamiento y analisis
de datos valiéndose de las ciencias de la computacion y
big data. Para ello, se disefian programas o maquinas que
pretenden imitar el razonamiento humano y que apren-
den a realizar tareas automdticamente con base en sus
errores (IBM, s.f.). Recientemente, la aplicacion de la in-
teligencia artificial a la resolucion de problemas crecien-
temente complejos se ha intensificado a la luz de los éxi-
tos que ha cosechado. Exitos que, a su vez, son producto
de: crecientes volumenes de datos; los avances en hard-
ware computacional; algoritmos cada vez mas sofistica-
dos; la abundancia de software de codigo abierto y proble-
mas de referencia; y la inversion de la industria en la reso-
lucion de problemas basados en datos» (Brunton, Noack,
& Koumoutsakos, 2020). Este desarrollo y especializacion
de la inteligencia artificial se han traducido en distintos
subcampos como el machine learning, el cual, a su vez, en-
globa al deep learning.

o El machine learning o aprendizaje automatico es el
subconjunto de la inteligencia artificial que tiene
como objetivo la identificacion de patrones y ten-
dencias a partir de grandes voliumenes de datos para
realizar predicciones sobre pardmetros para los que
no ha sido directamente entrenado. Para ello, em-
plea y desarrolla una serie de algoritmos y modelos
estadisticos que optimicen el modelo disefiado para
una determinada solucion (BBVA, 2019).

o El aprendizaje profundo o deep learning es un sub-
conjunto del aprendizaje automadtico cuya estruc-
tura, aprendizaje por capas, redes neuronales artifi-
ciales, y funcionamiento estdn inspirados en la del
cerebro humano. Su uso resulta especialmente rele-
vante en el caso de regresiones no lineales o modelos
que necesiten de una mayor complejidad (IBM, s.f.).

Figura 5. Esquemas de una neurona artificial.
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Fuente. Wikimedia Commons.
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Los algoritmos paramétricos mas comunmente emplea-
dos en deep learning son las redes neuronales artificiales o
Artificial Neural Networks (ANN), debido a su capacidad
para reconocer patrones y relaciones no lineales en gran-
des cantidades de datos, pudiendo aproximar cualquier
funcion continua en un dominio acotado (Cybenko, 1989;
Martin, 2021). Las neuronas, son las unidades basicas de
las ANN y acttian como nodos de procesamiento interco-
nectados entre si que realizan una sucesidon de cdlculos
matematicos (Figura 5). En estos célculos participan cua-
tro elementos comunes a todas las neuronas: el valor de
entrada o input, el peso o weight, la funcién de activacion
y el sesgo o bias. Mientras que el input es el valor recibido
por la neurona, el peso es un parametro multiplicador que
determina la importancia o fuerza de la conexidn entre
dos neuronas, estableciendo la influencia de las carac-
teristicas extraidas por una neurona en el proceso de
aprendizaje. Por otro lado, la funcién de activacién intro-
duce no linealidad en la red al determinar si una neurona
se activa o no, a la vez que reconvierte el input a un valor
de salida comprendido en un rango determinado. Por al-
timo, el sesgo permite modificar el resultado de la funcién
de activacidn, al controlar la propensién de una neurona
a ser activada. (Baheti, 2021). En resumen, y de manera al-
gebraica, el valor de salida de una neurona es el resultado
de aplicar la funcidn de activacién a la suma ponderada de
los pesos multiplicados por los valores de entrada (varia-
ble independiente) mas el sesgo (Telefénica, 2019).

y= f(zn: wix;)
=1

Las redes neuronales cuentan con una estructura jerar-
quica (Figura 6) que consiste en la capa de entrada, las
capas ocultas y la capa de salida, interconectadas entre si
y donde normalmente los datos fluyen desde la capa de
entrada hasta la capa de salida sin realimentaciones (Ba-
heti, 2021; Bhargav, 2022).

Figura 6. Estructura de una red neurona artificial.
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El desarrollo general de una red neuronal artificial se di-
vide en cuatro fases: disefio de la arquitectura, compila-
cion de la red, entrenamiento y fase de validacidn y test.
Durante la fase del disefio de la arquitectura se establecen
los parametros referentes a la construccién general del
modelo, nimero de capas ocultas, de neuronas y funcio-
nes de activacion. En la fase de compilacion se fijan hiper-
parametros como la tasa de aprendizaje o learning rate, la
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cual determina la magnitud de los ajustes realizados a los
pesos durante el proceso de entrenamiento. Asimismo, se
escoge una funcion de pérdida o loss function, que cuan-
tifica la diferencia entre los valores predichos por la red
neuronal y los reales, las mas habituales son el error cua-
dratico medio (MSE) y la entropia cruzada. Por tltimo, se
define el optimizador, que afina los pardmetros de la red
para reducir el error, los mas cominmente empleados son
backpropagation, adam o stochastic gradient descent. A
continuacion, en el entrenamiento se establecen el
numero de épocas o epochs y tamafio del lote o batch size
(volumen de datos por iteracion) y se entrena el modelo
modificando el valor de los pesos hasta que el error sea
minimo. Por ultimo, en la fase de validacion y test se
evalta el desempefio del modelo, sin ajustar el valor de los
pesos, en nuevos datos para comprobar su capacidad de
generalizacion.

Las redes neuronales convolucionales, ConvNet o Con-
volutional Neural Networks (CNN), son una clase de redes
neuronales especialmente relevantes en la clasificacion,
segmentacion y reconstruccion de imagenes al haber sido
disefladas para reconocer patrones de caracteristicas en
imdagenes (Martin, 2021). Las ConvNet analizan las image-
nes por areas reducidas de pixeles, realizando este mismo
proceso repetidamente hasta haber cubierto la totalidad
de las imagenes. Para ello, a través de la convolucion apli-
can una concatenacion de kernels, siendo estos matrices
de pesos que multiplican a los valores de entrada produ-
ciendo como salida un mapa de caracteristicas. De la
misma manera en que mediante la convolucion se extraen
caracteristicas de una imagen mientras que se comprimen
sus dimensiones, también se puede reconstruir una ima-
gen a partir de las caracteristicas extraidas, a la vez que se
expanden las dimensiones de la imagen. Este proceso in-
verso se conoce como convoluciones transpuestas (Ba-
heti, 2021; Maucher, 2022).

La estructura habitual de una ConvNet consta de las si-
guientes capas:

o Capa convolucional: responsable de extraer las ca-
racteristicas y patrones en las imdgenes, para ello
aplica una concatenacion de kernels. Mas aun, cuen-
tan con una estructura jerarquica, donde las prime-
ras capas convolucionales extraen caracteristicas
mads generales, mientras que las capas posteriores
aprenden detalles mds concretos.

e Capa de agrupacion: reducen el tamafio del mapa de
caracteristicas convolucional y coste computacional
al aplicar un kernel, distinto al de la capa convolu-
cional, con una funcion de agregacion.

e Capa completamente conectada (FC) o dense: a di-
ferencia de las capas anteriores, todas las neuronas
estdn interconectadas con las de la capa posterior,
genera patrones generales en funcion de las caracte-
risticas extraidas en las capas convolucionales y de
agrupacion anteriores. Finalmente, la capa de salida
activa el modelo y la red neuronal convolucional
emite sus predicciones.

Metodologia

La metodologia procedimental de este proyecto se basa
en la prediccidn de los campos de velocidad y presion de
vehiculos a partir de su funcion de distancia con signo
(SDF). Por otro lado, se predice el coeficiente de drag de
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automdviles a partir de distintas imdgenes de su perfil.
Para ello, se disefian dos algoritmos diferentes haciendo
uso de redes neuronales convolucionales. El codigo de
programacion desarrollado se encuentra en el Anexo 1.

Recursos

e Python. Python, es el lenguaje de programacion em-
pleado en este proyecto en su version 3.11. Ademas
de ser de codigo abierto y alto nivel, es conocido por
su sintaxis clara, amplio soporte de librerias y legibi-
lidad, asi como por su versatilidad. Asimismo, es co-
munmente utilizado en machine learning y ciencia
de datos.

e PyCharm. PyCharm, desarrollado por JetBrains, es el
entorno de desarrollo integrado (IDE) utilizado en
el proyecto al haber sido creado especificamente
para Python. Ademads, ofrece una amplia gama de ca-
racteristicas y herramientas que facilitan y agilizan
el proceso de programacion. Entre ellas destacan el
editor de codigo inteligente, el gestor de proyectos y
la depuracion o debugging.

e GitLab. GitLab es una plataforma de desarrollo de
software integrada en PyCharm y basada en web que
se centra en el control de versiones a través de Git,
lo que permite recuperar y administrar cambios en
el codigo fuente de manera eficiente.

Procedimientos

Las imdgenes empleadas se recuperaron de una base de
datos de libre acceso de formato ‘.npz’ publicada en el afio
2023 (Rosset, 2023). La base de datos esta compuesta por
2013 casos o coches 2D, compuestos a su vez por 4 clases
o canales: SDF, Signed Distance Function o funcion de dis-
tancia con signo, campo de presiones y campo de veloci-
dad en el eje Xyenel gjeY.

1. SDF (Figura 7): funciéon matematica que asigna una
distancia con signo, en funcién de su posicidn, a
cada punto del espacio con respecto a una superficie
o forma geométrica, describiendo la geometria del
vehiculo en 2 dimensiones (Park, Florence, Straub,
Newcombe, & Lovegrove, 2019).

Figura 7. SDF.

Fuente. Rosset (2023).

2. Campo de presiones (Figura 8): proporciona infor-
macioén sobre la fuerza y distribucién de las presio-
nes en la superficie del vehiculo, lo cual tiene un im-
pacto directo en la generacion de sustentaciéon y
carga aerodindmica, drag y otros fenémenos asocia-
dos al flyjo de aire.
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Fuente. Rosset (2023).

3. Campo de velocidad (Figuras 9y 10): proporciona in-
formacidn sobre la distribucion de velocidades y los
patrones de flujo en la superficie del vehiculo tanto
en el eje X (de aqui en adelante, ‘vel’’) como en el Y
(en adelante, ‘vel2’). Por consiguiente, permite vi-
sualizar como el flujo de aire se mueve alrededor del
vehiculo, como se generan y disipan las corrientes
de aire, y como varia la velocidad en diferentes pun-
tos del campo. Esto resulta igualmente crucial para
comprender y analizar el comportamiento aerodina-
mico del vehiculo.

Figura 9. Campo de velocidad eje X.

Fuente. Rosset (2023).

Figura 10. Campo de velocidad eje Y.

-

Fuente. Rosset (2023).

Los campos de presion y velocidad asociados a cada SDF
son el resultado de una serie de simulaciones CFD reali-
zadas a partir de las siguientes condiciones prefijadas en
relacion al aire. Una densidad de 1 kg/m3, una viscosidad
de o y una velocidad de 54 km/h.

Por otro lado, para la prediccién del coeficiente de drag,
valor que determina la eficiencia aerodindmica de un au-
tomdvil, se recuperaron los datos de una base de libre
acceso perteneciente al Massachusetts Institute of Tech-
nology publicada en agosto de 2023 (Binyang Song, 2023).
Esta base contiene 9.760 vehiculos 3D en formato ‘.obj’ y
sus coeficientes de drag asociados en un archivo ‘xIsx’. La
condicion prefijada para el calculo de los coeficientes es
una velocidad del aire de 40 km/h.

En segundo lugar, se importaron una serie de librerias
necesarias para una mayor eficacia en la ejecuciéon del
codigo, siendo estas un conjunto de archivos importables
que contienen codigo preescrito y funcionalidades previ-
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amente implementadas para agilizar la programacion (Se-
cretaria de Estado de Digitalizacion e Inteligencia Artifi-
cial, Gobierno de Espafia, 2022). Las empleadas durante el
proyecto en ambos modelos se exponen a continuacién:

e Keras: ampliamente empleada en deep learning,
simplifica la construccion, entrenamiento y evalua-
cién de redes neuronales. Cuenta con una interfaz
de alto nivel y modular, lo cual permite desarrollar
modelos de manera intuitiva y eficiente (Keras, s.f.).

o Matplotlib: empleada para la visualizacion de las
imdgenes y distintos parametros de forma grafica.
Proporciona una amplia variedad de funciones y he-
rramientas para generar entre otros: graficos tradi-
cionales, graficos interactivos, diagramas, histogra-
mas o dispersiones (Matplotlib, s.f.).

e NumPy: especializada en el andlisis de grandes volu-
menes datos, es empleada para realizar calculos nu-
méricos y distintas operaciones matematicas con
mayor eficiencia (NumPy, s.f.). En el proyecto se em-
plea para el tratamiento de las imagenes en forma de
matrices en el primer modelo.

o Pillow: centrada en el procesamiento de imagenes,
permite cargar, manipular, guardar y procesar ima-
genes en diferentes formatos (Pillow, s.f.).

o SciencePlots: permite adaptar el estilo de los gréficos
creados por Matplotlib a los utilizados en articulos
cientificos. En este proyecto, se eligié el estilo
science.

e MayaVi: centrada en la visualizacién de graficos y re-
presentacion de datos en tres dimensiones, utilizada
en el preprocesamiento de los archivos ‘.obj’ de la
base de datos del segundo modelo.

Primeramente, al presentar la base de datos un formato
‘npz’ (conjunto de matrices), las imdgenes solo se visuali-
zaron a través de la libreria Matplotlib. Posteriormente, se
recuperaron las 8052 imdgenes con un formato ‘.png’ y se
las clasifico de acuerdo con su funcién (training, valida-
tion o test) y canal respectivo mediante la libreria Pillow.
Para ello, se las asign6 un nombre siguiendo el criterio an-
terior: ‘Canal_Funcién_Namerolmagen’, por ejemplo,
‘Pressure_Training_1788". A continuacidn, se separaron
las imagenes por clases y su funcion, resultando en 12 di-
rectorios con el siguiente nombre ‘canal_images_funcién’,
por ejemplo, ‘veli_images_validation’. El numero de
imdgenes que se asigno a cada funcién se hizo siguiendo
el consenso general en deep learning, destinando un 63%
de las imagenes (1277 / 2013) a training, un 20% (398 /
2013) a validation y un 17 % (338 / 2013) a test. Por ultimo,
se transformo cada imagen a un numpy array para el en-
trenamiento del modelo mediante la libreria NumPy.

En primer lugar, se simplificé y cambi6 el formato del
archivo ‘xlsx’ (de nombre ‘drag_coefficients’) a ‘.csv’ para
facilitar su posterior procesamiento. Este consistia de dos
columnas: ‘file’, conteniendo el nombre de los archivos, y
‘Cd’, conteniendo el valor asociado. Por otro lado, ya que
los archivos de la base de datos presentaban un formato
‘.obj’, mediante MayaVi se realizaron 6 fotos desde distin-
tos angulos ([(o, 0), (180, 180), (90, 90), (270, 90), (180, 90),
(0, 90)]) de cada vehiculo, esto es, de cada uno de los 9760
archivos para suplir la falta de dimensionalidad de las mis-
mas.

Posteriormente, para reducir el coste computacional y
complejidad del modelo, se unificaron las 6 imdgenes de
cada ‘.obj’ en una sola, formando una imagen resultante
de 240x270 pixeles y asignandola el mismo nombre que el


https://rb.gy/j49fyz

PREDICCION AERODINAMICA PARA AUTOMOVILES CON REDES NEURONALES

de su archivo predecesor ‘.obj’ (el mismo que en la co-
lumna ‘file’). Esto se tradujo en 9760 archivos ‘.png’ (Fi-
gura 17) que fueron divididos en 3 directorios atendiendo
a su funcion. De ellas, un 63% (6150 / 9760) se destinaron
al entrenamiento ‘drag_images_training’, un 20% (1975 /
9760) a validacion ‘drag_images_validation’ y un 17%
(1635 / 9760) a test ‘drag_images_test’. Posteriormente, se
crearon 3 DataFrames (‘train_generator’ (entrenamiento),
‘validation_generator’ (validacién) y ‘test_generator’
(test)) a partir de las imagenes y archivo ‘.csv’. Mediante
estos, unas estructuras de datos bidimensionales organi-
zadas en filas y columnas (construidas a partir del ‘.csv’ y
los 3 directorios), se asoci¢ directamente cada coeficiente
de drag a su imagen, ya no solo al nombre de esta como
previamente en el ‘.csv’. Igualmente, redujeron el coste
computacional, optimizando el uso de la memoria.

Posteriormente, se disefiaron y construyeron dos mode-
los distintos, empleando en ambos casos la libreria Keras.
El primero, referido a la prediccion de los campos de ve-
locidad y presiones, y el segundo, a la prediccion del co-
eficiente de drag.

Para la prediccion de los campos de velocidad y presio-
nes se optd por una red neuronal convolucional con una
estructura U-Net compuesta por un codificador y un de-
codificador, al permitir esta la extraccion de caracteristi-
cas y posterior reconstruccion del perfil aerodinamico del
vehiculo a partir de las mismas.

En primer lugar, el codificador, responsable de la gene-
racion de patrones a partir de las caracteristicas de la ge-
ometria del vehiculo, recibe como input la funcion de dis-
tancia con signo. En cuanto a su estructura, estd compu-
esto por varias capas ocultas, compuestas a su vez por ca-
pas convolucionales de un nimero de neuronas variables,
las cuales tienen como funcion la extraccidén de carac-
teristicas, y por capas de agrupacién max pooling que re-
ducen progresivamente el tamarfio de las imagenes. Por
otro lado, el decodificador se centra en la reconstruccion
del perfil aerodindmico del vehiculo a partir de las carac-
teristicas extraidas por el codificador y en la prediccién de
los campos de presiones y velocidad. Consta de capas con-
volucionales y de capas en las que se concatenan convolu-
ciones anteriores simétricamente, la primera convolucién
con la ultima, la segunda con la penultima y asi sucesiva-
mente. Asimismo, se incrementa el tamaiio de las image-
nes hasta los 256x600 pixeles de la mano de las convolu-
ciones transpuestas. Finalmente, el valor de salida resul-
tante son los campos de presiones y velocidad. En esta
ocasion, no se introdujeron capas completamente conec-
tadas en el modelo por el alto coste computacional que
suponian y por incurrir estas en calculos redundantes.
Una vez se defini6 la arquitectura, se escogieron las fun-
ciones de activacion.

Para la prediccion del drag se disefi6 una red neuronal
convolucional de estructura tradicional que toma como
valor de entrada los DataFrames ya creados. Por lo que se
refiere a su estructura, consta de una sucesidon de capas
convolucionales y de capas de agrupacion maxima de
numero de neuronas variables, que son responsables de la
extraccion las caracteristicas aerodindmicas de los valores
de entrada. A continuacidn, la capa flatten reduce la di-
mensionalidad de las salidas resultantes, ajustandola a las
necesidades de la capa completamente conectada. Esta
toma como valor de entrada la salida de la capa flatten y
es responsable de producir el output definitivo. Igual-
mente, se intercald una capa dropout, que inhibe un
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ndmero de neuronas determinado de modo aleatorio, en-
tre las completamente conectadas para evitar el sobre-
aprendizaje. Respecto a las funciones de activacion, se
emplearon las descritas swish y mish.

Tras haber construido los modelos, se definieron los
parametros y funciones correspondientes a la fase de com-
pilacién. En primer lugar, se defini6 la tasa de aprendizaje
inicial. A continuacion, se eligio el mean squared error
como funcion de pérdida a la vez que se monitoreo (solo
en el primer modelo) la exactitud o accuracy, esto es, el
numero de predicciones correctas partido del nimero de
predicciones totales. Por ultimo, se escogié como optimi-
zador AdaMax, una variante de Adam cuyo segundo mo-
mento se calcula siguiendo infinity norm, lo que resulta en
una mayor estabilidad y mejores resultados en redes pro-
fundas.

Primeramente, se establecieron un conjunto de parame-
tros comunes a ambos modelos:

o Los datos de entrada y salida para el entrenamiento.
En el primer modelo se fijé como valor de entrada la
carpeta ‘sdf images_training’ y como salida las car-
petas ‘veli_images_training’, ‘velz_images_training’
y ‘pressure_images_training’. Asimismo, se determi-
naron los valores de entrada y salida de la validacién,
como entrada ‘sdf images_validation’ y como salida
‘vel1_images_validation’, ‘velz_images_validation’ y
‘pressure_images_validation’. En el segundo mo-
delo, se defini6 como valor de entrada las imdgnes
del DataFrame ‘training_generator’ y como salida
los valores (coeficientes de drag) asociados. Similar-
mente, se fijaron las imagens del DataFrame ‘valida-
tion_generator’ como entrada y los coeficientes de
drag asociados como salida.

e El batch size o tamafio del lote, siendo este el nu-
mero de ejemplos de entrenamiento que se utilizan
por iteracion. También se defini6 el validation batch
size.

o Las epochs, épocas o iteraciones, esto es, el nimero
de veces que el algoritmo ha procesado todo el con-
junto de entrenamiento. Se eligié un namero de ite-
raciones totales de 100.

e Verbose, la cual controla la cantidad de informacion
que se muestra durante el proceso de entrena-
miento. Se establecié ‘verbose=1, por lo cual se
muestra una barra de evolucion animada que indica
el progreso de las épocas y las métricas de entrena-
miento en tiempo real.

e Callbacks, los objetos utilizados para personalizar y
controlar el comportamiento del modelo durante el
entrenamiento. Se definieron 4 callbacks: Ba-
ckUpAndRestore, CSVLogger EarlyStopping y Redu-
ceLROnPlateau. En primer lugar, BackUpAndRes-
tore posibilita guardar los pesos del modelo, asi
como el estado del optimizador y tasa de aprendi-
zaje durante el entrenamiento, lo que permite con-
tinuar con este en caso de una interrupcién. Por otro
lado, CSVLogger guarda la evolucién de las métricas,
loss y accuracy, durante el entrenamiento y valida-
cion en un archivo ‘.csv, permitiendo llevar un re-
gistro detallado del rendimiento del modelo en cada
época. Mas aun, EarlyStopping permite detener au-
tomdticamente el entrenamiento del modelo
cuando la funcién de pérdida deja de mejorar, evi-
tando el overfitting o sobreaprendizaje, ahorrando
tiempo y recursos computacionales. Por ultimo, me-
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diante ReduceLROnPlateau se ajusta automadtica-
mente la tasa de aprendizaje del modelo cuando el
progreso del entrenamiento se estanca, evitando
que este se quede atrapado en minimos locales y
ayudando a mejorar la convergencia del modelo.
Finalmente y una vez entrenado, la arquitectura del mo-
delo fue guardada en formato ‘json’. Igualmente, se guar-
daron los pesos definitivos en un archivo “hs’, posibili-
tando recuperar el modelo mas adelante.

Resultados

Tras haber sido entrenado, se procedio a la visualizaciéon
y posterior andlisis de los datos. Para ello, se emplearon
las librerias Matplotlib y SciencePlots, y se extrajeron las
graficas correspondientes al error y exactitud frente a las
iteraciones, asi como los campos de presion y velocidad
resultantes. De todos los procesos de entrenamiento se
han elegido los dos mas representativos de cada modelo.

Se entrend el modelo a partir de los hiperpardmetros es-
pecificados en la Tabla 1.

Tabla 1. Parametros del primer experimento del pri-
mer modelo.

Veli Velz2 Presion
Epocas (finales) 54 48 42
Tamafio del lote (entrena.) 28 28 28
Tamaiio del lote: validacién 24 24 24
Tasa de aprendizaje inicial 104 104 107
Tasa de aprendizaje final 108 10 10°°

Ne¢ de parametros a entrenar  6.686.948 6.686.948 6.686.948

Fuente. Elaboracion propia

Asimismo, la arquitectura del modelo cont6 con 21 ca-
pas convolucionales, 5 capas de agrupacion max pooling,
5 capas de concatenacidén y 5 capas de convolucién trans-
puesta. Posteriormente, se visualizo la evolucion del error
y exactitud del modelo durante el entrenamiento y fase de
validacion (Figuras 11-16), frente a las iteraciones.

Figura 1. Valores de pérdida (Vel1) del primer mo-
delo en su primer experimento.
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Figura 12. Valores de exactitud (Vel1) del primer mo-
delo en su primer experimento.
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Figura 13. Valores de pérdida (Velz) del primer mo-
delo en su primer experimento.
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Figura 14. Valores de exactitud (Vel2) del primer mo-
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Figura 15. Valores de pérdida (presion) del primer
modelo en su primer experimento.
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Figura 16. Valores de exactitud presion) del primer
modelo en su primer experimento.
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Fuente. Elaboracion propia.

Esto se realizo tanto con los casos de los campos de ve-
locidad como con los de presién. A continuacién, se rea-
liz6 un andlisis de los resultados obtenidos. Primera-
mente, se observa como el niumero de épocas finales
nunca alcanza las 100 establecidas debido al EarlySto-
pping, evitando de este modo el sobreaprendizaje. Asi-
mismo, el error alcanzado en el conjunto de datos test en
los campos de velocidad en el eje X (Vel) es de 229,70, en
el eje Y (Vel2) de 175,05 y en los campos de presion de
86,05, mientras que en el caso de la exactitud siempre se
alcanzo el 100%. Al ser el error bajo (véase la exactitud) en
comparacién con los més de 6.000.000 de parametros a
entrenar, se infiere un correcto funcionamiento. Mas aun,
en todos los casos el error en los datos de test es menor
que durante el entrenamiento, indicando una buena ca-
pacidad de generalizacion y por consiguiente aplicabili-
dad a gran escala del modelo. En cuanto a la exactitud, se
concluy6 que no era una métrica relevante ya que rapida-
mente alcanzaba el 100% debido al alto nuimero de
parametros, aun cuando el modelo no hubiese alcanzado
un mean squared error igual a o, dificultando el analisis
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del desempeiio de los distintos hiperparametros. Posteri-
ormente, se visualizaron de manera grafica los campos de
presion y velocidad resultantes (Figura 17).

Figura17. Resultados del primer modelo en su primer
experimento.

Fuente. Elaboracion propia.

A la luz de los resultados anteriores, se ajustaron los hi-
perpardmetros (Tabla 2) y se afiadio mdas complejidad y
profundidad al modelo a través de un mayor nimero de
parametros a entrenar y 2 capas convolucionales mas, re-
sultando en 23 capas convolucionales, 5 capas de agrupa-
cion max pooling, 5 capas de concatenacion y 5 capas de
convolucion transpuesta.

Tabla 2.Parametros del segundo experimento del pri-
mer modelo.

Vel Vel2  Presion
Epocas (finales) 22 38 15
Tamafo del lote: entrenamiento 24 24 24
Tamaiio del lote: validacién 24 24 24
Tasa de aprendizaje inicial 103 103 103
Tasa de aprendizaje final 2,5%10% 3,125%105 10

Ne de pardmetros a entrenar 6.760.516 6.760.516 6.760.516

Fuente. Elaboracion propia

Igualmente, se ajustaron el tamafio del lote de entrena-
miento y de validacion al que habia resultado en un me-
nor error en el experimento anterior. No obstante, ya no
se monitoreo la exactitud. Posteriormente, se examinaron
los resultados. En primer lugar y al igual que en el primer
experimento, no se completaron las 100 épocas. Similar-
mente, también se observa un notable mejor desempefio
del modelo en las primeras épocas (Figuras 17-19), en oca-
siones de mas de 10.000 puntos de error cuadratico medio
(Vel1), achacable a la mayor profundidad del modelo.

En cuanto al error en los datos test, en los campos de
velocidad en el eje X (Veli) alcanzo6 214,28, en el eje Y
(Velz) 161,90 y en los campos de presion 84,55, un 6,8%,
un 7,6% y un 1,8% mejor respectivamente. A continua-
cidn, se visualizo el desempefio del modelo graficamente
en los campos de velocidad y presion en la Figura 20, com-
probando que es en las regiones mas cercanas al vehiculo,
especialmente hacia la zona trasera, donde se acumula un
mayor error (Error comparativo), lo que responde a la ma-
yor imprevisibilidad del fluido en esta area.
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Figura 17. Valores de pérdida (Vel1) del primer mo-
delo en su segundo experimento.
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Figura 18. Valores de pérdida (Velz) del primer mo-
delo en su segundo experimento.
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Figura 19. Valores de pérdida (presion) del primer
modelo en su segundo experimento.
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Figura 20. Resultados del primer modelo en su se-
gundo experimento.

Predicelu Origina

Fuente. Elaboracion propia.

Ermor comparative

Para el entrenamiento del segundo modelo, se mantuvi-
eron iguales algunos hiperparametros (Tabla 3).

Tabla 3. Parametros del primer experimento del se-

gundo modelo.

Prediccion del
coeficiente de drag

Epocas (finales) 9
Tamafio del lote: entrenamiento 52
Tamaiio del lote: validacién 52
Tasa de aprendizaje inicial 107
Tasa de aprendizaje final 10°
Ne de pardmetros a entrenar 9.515.713

Fuente. Elaboracion propia

Sin embargo, se aumento considerablemente el tamafio
del lote debido al mayor nimero de datos y menores di-
mensiones de las imagenes. Con relacion a la arquitectura
del modelo, consistio en 8 capas convolucionales, 3 capas
de agrupacion mdaxima, 1 capa flatten, 1 capa completa-
mente conectada y 1 capa dropout. Una vez entrenado, se
analizaron los resultados y desemperio del modelo. Al
igual que con el primero, primeramente, se visualizo la
evolucion del error del modelo durante el entrenamiento
y la fase de validacion, frente a las iteraciones. Posterior-
mente, se analizaron los resultados obtenidos. En primer
lugar, y de manera similar a los experimentos del primer
modelo, se observa como el entrenamiento se detiene an-
tes de alcanzar las 100 épocas preestablecidas al no produ-
cirse mejoras significativas. Igualmente, el error cua-
dratico medio (Figura 21) alcanzado en el conjunto de da-
tos test fue de 0’005, en lo que supone una exactitud del
83,29%. Mas aun, el error en los datos de validacién y test
fue siempre inferior a los de entrenamiento.

Referente a la distribucién de los resultados, en la Figura
22 se representan las predicciones realizadas por el mo-
delo en el conjunto de datos test frente a su valor original
y frente a su exactitud correspondiente. En ellas, se ob-
serva como la exactitud es cercana a1 para aquellos valo-
res (0,35) con un mayor numero de datos y como dismi-
nuye para los valores con un menor nimero de muestras.

Figura 21. Valore de pérdida (presion) del segundo
modelo en su primer experimento.
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Valores de pérdida: Coeficiente de drag
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Figura 22. Resultados en el conjunto de datos test del
segundo modelo en su primer experimento.
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Fuente. Elaboracion propia.

Se entrend el modelo de acuerdo con los hiperparame-
tros establecidos en la Tabla 4. No obstante, no se modi-
fico la estructura de la red neuronal convolucional a la luz
de los buenos resultados del primer experimento. A con-
tinuacion, se recopilaron y visualizaron los resultados tras
los cambios realizados. Significativamente, los cambios
realizados se tradujeron en un modelo que continué
aprendiendo durante mas iteraciones, reduciendo la tasa
de error cuadratico medio (Figura 23) a 0’0039, en lo que
supone una mejora del 22%, por otro lado, la exactitud
mejord a un 85,58%. Referente a la distribucion de resul-
tados (Figura 24), se observa un importante aumento de
la exactitud para aquellos valores menos habituales, indi-
cando una mayor generalizacion del modelo ante perfiles
desconocidos.

Figura 23. Valores de pérdida del segundo modelo en
su segundo experimento.
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Figura 24. Resultados en el conjunto de datos test del
segundo modelo en su segundo experimento.
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Tabla 4. Parametros del segundo experimento del se-
gundo modelo.

Prediccion del
coeficiente de drag

Epocas (finales) 9
Tamaiio del lote: entrenamiento 52
Tamafio del lote: validacion 52
Tasa de aprendizaje inicial 107
Tasa de aprendizaje final 107

Ne de pardmetros a entrenar 9.515.713

Fuente. Elaboracion propia

Conclusiones

e Los campos de presiones y fluidos, asi como el coe-
ficiente de resistencia aerodindmica al avance, aun
cuando sean no lineales, pueden ser predichos por
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las redes neuronales convolucionales con un alto
grado de precision. Mas aun, el alto grado de exacti-
tud y bajo error alcanzado por ambos modelos de
prediccion indican que podrian ser implementados
en la industria a gran escala. Ademas, la reduccion
en los costes econdmicos, y de tiempo derivados de
su implementacion contribuirian significativamente
a la optimizacion y sostenibilidad climatica y finan-
ciera de la industria.

e La capacidad de generalizacion de las redes neuro-
nales convolucionales unida a mayores bases de da-
tos permite que los modelos puedan extrapolar sus
aprendizajes a diversas formas de vehiculos y condi-
ciones sin necesidad de un reentrenamiento signifi-
cativo, acelerando el proceso de disefio y permi-
tiendo a los ingenieros probar y optimizar diferentes
configuraciones mas eficientemente.

o A diferencia de los métodos basados en la dindmica
de fluidos computacional, las redes neuronales con-
volucionales operan sin el mallado de la geometria
del vehiculo, lo que simplifica el proceso y evita las
limitaciones derivadas de la calidad y resolucion de
la malla.

e Durante el entrenamiento de un sistema de predic-
cion basado en inteligencia artificial, la correcta de-
finicion de los hiperparametros, asi como una mayor
cantidad de datos que entrenar se traducen en una
menor tasa de error y en una mayor exactitud, y con
ello en unos mejores resultados.

Futuras lineas de investigacion

En cuanto a futuras lineas de investigacion, ademas de la
mejora de los sistemas de prediccion planteados, se deri-
van de las principales dificultades encontradas en el pro-
yecto. Se propone:

e La creacion de un sistema de prediccion basado en
inteligencia artificial que realice disefios aerodina-
micos inteligentes reduciendo la resistencia aerodi-
namica al avance. Para ello, seria necesario una base
de datos que incorpore mayor variedad y cantidad
de vehiculos, dotando de este modo al sistema de
una mayor capacidad de generalizacién y con ello la
capacidad de no solo predecir sino interpretar los
perfiles aerodindmicos, modificandolos hasta que
alcancen la forma aerodinamica ideal.

e La creacion de un programa que transforme los ar-
chivos en formato ‘.obj’ en sus correspondientes fun-
ciones de distancia con signo de manera rapida y
computacionalmente eficiente, engrosando de este
modo las bases de datos, lo que repercute en mode-
los mas precisos.

e La aplicacién de los sistemas de prediccion plantea-
dos en industrias relacionadas, como por ejemplo la
aeronautica, adaptandolos a sus necesidades especi-
ficas derivadas. Para ello, serian necesarias bases de
datos referidas a las respectivas industrias, asi como
modelos mas profundos que respondan a la mayor
complejidad y variables de los respectivos proble-
mas.
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